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1. 神经网络的发展背景与基本思想
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1. 神经网络的发展背景与基本思想

1. 神经网络的起源与定义
最初源自 McCulloch 与 Pitts（1943）提出的“神经元”模型，旨在

用命题逻辑描述生物神经元的计算行为。当代神经网络已脱离早期生物
学启发，更侧重数学与工程实现。

现代神经网络的含义：由大量计算单元（unit）组成，每个单元将
一组实数向量作为输入，经过加权求和和非线性映射后输出单一标量。

2. “深度学习”与网络架构
深度（deep）网络：当网络层数众多时，称之为“深度学习”模型

（deep learning），能够自动从原始数据中学习到丰富的特征表示。
最小网络的表达能力：仅含单隐层（one hidden layer）的前馈网

络，理论上即可逼近任意函数。

3. 与逻辑回归的比较
与逻辑回归共享加权求和和 sigmoid 等数学工具，但神经网络更具

表达能力。逻辑回归依赖手工设计的特征模板；神经网络则普遍避免手
工设计特征，直接以词向量为原始输入学习特征，这一过程也被称为表
示学习（representation learning）。
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2. 计算单元
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2. 计算单元

神经网络的基本构成单元是计算单元。每个计算单元接收一组输入
值，并对其进行计算，最终产生一个输出。其计算过程如下：

¬ 首先，单元对输入值进行加权求和，并加入一个偏置项：

z = b +
n∑

i=1

wixi

其中，w 为权重向量，x 为输入向量，b 为偏置项。为了简便，常使
用向量表示该加权求和过程：

z = w · x + b

 接下来，神经单元会对加权和 z 应用一个非线性激活函数 f(z)，
将其转换为输出 y：

y = f(z)
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2. 计算单元

常见的激活函数包括sigmoid函数，它将输出映射到区间 (0, 1)：

y = σ(z) = 1

1 + e−z

在此公式中，y 即为单元的激活值，它是神经网络中单一计算单元
的最终输出。除了sigmoid函数，常用的激活函数还包括tanh（双曲正切
函数）和ReLU（修正线性单元）。
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2. 计算单元

其他常用激活函数

1. tanh（双曲正切函数）

y = tanh(z) = ez − e−z

ez + e−z

tanh函数是平滑的，且在整个定义域内可微，保证了优化过程中的
梯度计算。

2. ReLU（修正线性单元）

y = ReLU(z) = max(0, z)

与sigmoid和tanh不同，ReLU的梯度在正区间始终为1，因此能有效
避免梯度消失问题，尤其是在网络层数较多的情况下，能加速训练过程。
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2. 计算单元
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3. 异或 (XOR)问题
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3. 异或 (XOR)问题

Minsky 和 Papert（1969）证明了单个神经单元无法计算其输入的某
些简单函数。例如，感知机 (一种典型的单个神经元)虽然可以计算逻辑
函数AND和OR，但无法计算XOR函数。三种逻辑函数的真值表如下：

1. 感知机 (Perceptron)
Perceptron 是一种简单的人工神经元模型，是神经网络的最早实现

之一。它由 Rosenblatt 在 1958 年提出，主要用于二分类任务。感知机
模型的核心思想是模拟生物神经元的工作方式，其中输入信号通过加权
求和后与一个阈值（偏置）进行比较，根据比较结果决定输出。

y =

{
0, 如果 w · x + b ≤ 0

1, 如果 w · x + b > 0
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3. 异或 (XOR)问题

感知机的关键特点是它使用线性分类器来划分输入空间，且它只能
解决线性可分问题。例如，AND 和 OR 等简单的逻辑运算可以通过感知
机实现。下图显示了使用单一感知机建模AND和OR逻辑函数的一组参
数 (可行的参数有无穷多组)。
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3. 异或 (XOR)问题

但对于 XOR 这类非线性可分问题，单一的感知机无法解决，使用
多层神经元构建的神经网络可以解决。因此，构建多个单一神经元互相
连接和堆叠的神经网络模型是有必要的。
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3. 异或 (XOR)问题

使用两层ReLU神经元解决XOR问题

虽然单个感知机无法计算 XOR，但可以通过多层网络来解决这一问
题。下面举例说明，使用两层基于 ReLU 激活函数的神经单元解决 XOR
问题，下图的神经网络包括三个ReLU神经元，连边上标注了一组可行的
权重值和偏置项：
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3. 异或 (XOR)问题

上图表明，经过隐藏层计算，神经网络将原始输入的线性不可分的
表示空间转换为新的线性可分的表示空间。因此，神经网络的优势在于
通过层次化结构自动学习输入数据的特征表示，而非依赖于手工设计的
特征，从而克服了单一感知机无法计算 XOR 的限制。这一思想是深度
学习的核心之一 (即，representation learning, 表示学习)。
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4. 前馈神经网络
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4. 前馈神经网络

前馈神经网络（Feedforward Neural Network）：该网络由多个层
组成，其中每个层之间的单元相互连接，没有反馈环路。每一层的输出
会传递给上一层，计算过程逐层向前推进。

前馈网络在历史上也常被称为多层感知机（MLP，Multilayer Perceptrons），
但实际上，现代神经网络的单元不仅仅是早期感知机的简单阶跃函数，而是使
用了多种激活函数（如ReLU、sigmoid等）进行更复杂的非线性变换。
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4. 前馈神经网络

1. 前馈网络（Feedforward Network）定义
前馈网络是一个多层网络，通常由输入层、隐藏层和输出层构成。

每一层的单元都会接收来自上一层的所有输出，进行加权求和，并通过
非线性激活函数处理，进而传递到下一层。每一层的单元都被称为神经
单元（neural unit）。标准的前馈网络是全连接的 (Fully‑Connected)，
即，隐藏层/输出层中的每个单元都与上一层所有单元相连。
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4. 前馈神经网络

2. 网络的层次结构
一个典型的前馈网络由三类节点构成：

- 输入层（Input Layer）：接收原始特征向量 x ∈ Rn0，例如文本分
类中可能来自词嵌入、手工特征或其他表示。

- 隐藏层（Hidden Layer）：是神经网络的核心部分，由多个神经元
组成，每个单元对输入进行加权求和并应用激活函数。隐藏层通过权重
矩阵 W 和偏置 b 将输入数据转化为新的表示。每个单元执行两步操作：

¬ 线性变换：计算加权和

zj =
n0∑

i=1

Wji xi + bj,

或等价地矩阵形式 z = W x + b。
 非线性激活：应用激活函数 σ（可为 sigmoid、tanh、ReLU 等），

得到隐藏层激活向量 h = σ(z) = σ(Wx + b)。
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4. 前馈神经网络

- 输出层（Output Layer）：根据隐藏层的输出进行最终的预测。输
出层的大小取决于任务的性质，例如二分类任务通常有一个输出节点，
而多分类任务则有多个输出节点，输出结果是一个概率分布。以多分类
为例，将隐藏层表示 h ∈ Rn1 再次做线性变换 z′ = U h，并通过
softmax 函数归一化为概率分布：

yi =
exp(z′i)∑n2

k=1 exp(z′k)
, y ∈ Rn2 ,

∑
i

yi = 1.

简洁表示：可用以下矩阵计算公式表示上述带单隐层的前馈网络的
前向计算过程。

h = σ(Wx + b)
z = Uh
y = softmax(z)

其中 W ∈ Rn1×n0 , b ∈ Rn1 , U ∈ Rn2×n1，输出 y ∈ Rn2 满足
∑

i yi = 1。
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4. 前馈神经网络

3. 与逻辑回归的关系
一层网络：等价于逻辑回归（无隐藏层，只做线性变换+softmax）。
多层网络：则在输入与输出之间引入一层或多层非线性投影，相当

于“自动生成”的中间特征，再由逻辑回归层做分类。

等价视角：单层网络（逻辑回归）即无隐藏层的前馈网；增加隐藏
层即相当于在特征与分类器之间加入了非线性投影，使网络可学习复杂
函数。隐藏层可自动“抽取”输入中的高阶、非线性组合特征；多个隐
藏层（深度网络）更擅长分层表示，适合大规模、数据充足的任务。
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4. 前馈神经网络

多层网络的计算

对于深度神经网络，每一层的计算过程可以递归表示。通过增加更
多层，网络能够学习到更复杂的特征表示，从而提高分类任务的性能。
每一层的计算步骤包括：

- 计算每一层的加权和 z[i] = W[i] · a[i− 1] + b[i]
- 应用激活函数 a[i] = g[i](z[i])
- 最终输出 y = a[n]，其中 n 为网络的总层数。
1. 统一的层次符号表示
¬ 层号与参数

- 以方括号“[ ]”标注层号：第 0 层为输入层，第 1、2…n 层分别
为隐藏层和输出层。

- 每层的权重矩阵记作W[i]，偏置向量记作b[i]；第j层包含ni个神经
元。
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4. 前馈神经网络

 激活与中间变量

- a[i] 表示第 i 层的输出激活（activation），其中 a[0]即输入向量 x；
- z[i] 表示第 i 层在施加非线性函数之前的线性变换结果，

z[i] = W[i] a[i–1] + b[i]。
® 激活函数

- 每层可选不同的非线性函数g[i](·)，隐藏层常用ReLU或tanh，输出
层若做分类则选softmax。
如此，深度为n的前馈网络的前向计算可统一写作：

for i = 1…n :
z[i] = W[i] a[i–1] + b[i]
a[i] = g[i](z[i])

ŷ = a[n]

其中ŷ即网络的最终输出（分类概率分布）。
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4. 前馈神经网络

2. Logits 与 softmax
- 最后一层的线性变换结果z[n]常称为“logits”，即 softmax 之前的

打分向量。

- 通过softmax(z[n])将logits归一化为概率分布，用以多分类任务。
3. 非线性激活的必要性
- 若网络全部采用线性激活（或无激活函数），则任意多层的线性变

换可以合并为一次线性变换：

z(2) = W(2)(W(1)x+b(1))+b(2) = (W(2)W(1)) x+(W(2)b(1)+b(2)) = W′x+b′

损失了多层网络的表达能力，退化为单层线性模型。

- 因此必须在各层之间引入非线性函数（如 ReLU、tanh 等），才能
真正提升模型的表示能力。
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4. 前馈神经网络

4. 偏置项的“虚拟输入”替换
为了简化符号，可将偏置b视作一个恒为1的“虚拟输入”a0的权重：
- 在每层输入向量最前端添加一维a0 = 1；

- 原有的偏置b即对应这条虚拟连接的权重W[:, 0]。

这样可将h = σ(Wx + b)简化为 h = σ(Wx)，其中x已隐含a0 = 1，
并将b合并进W矩阵的第一列。
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5. 应用前馈网络进行文本多分类
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5. 应用前馈网络进行文本多分类

1. 情感分析的2层前馈网络
从一个简单的2层情感分类器开始，假设将逻辑回归分类器扩展为

一个包含隐藏层的前馈网络。输入特征可以是手工设计的标量特征，例
如：

- x1：文档中单词的计数，
- x2：正面词汇表中单词的计数，
- x3：如果文档中包含“no”，则为1，否则为0，等等。
输出层 ŷ 可以有两个节点（分别代表正面和负面情感），或者三个

节点（分别代表正面、负面和中立情感）。输出的每个节点值表示对应情
感的概率。
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5. 应用前馈网络进行文本多分类

该网络结构的计算公式如下：

x = [x1, x2, . . . , xN] (每个xi 为手工设计的特征)

h = σ(Wx + b)

z = Uh

ŷ = softmax(z)

其中：

- x 是输入特征向量，
- W 是权重矩阵，

- b 是偏置向量，
- σ 是激活函数（例如 sigmoid 或 ReLU），
- U 是输出层的权重矩阵，
- z 是输出层的得分向量，经过 softmax 转化为概率分布 ŷ。
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5. 应用前馈网络进行文本多分类

2. 非线性特征的表示学习
通过在逻辑回归模型中加入隐藏层，前馈神经网络能够表示特征之

间的非线性交互关系。这使得网络能够更好地学习和分类情感，而不仅
仅依赖于线性特征。这样，网络不仅仅是对输入特征的线性组合，而是
通过多层变换来捕捉复杂的模式。
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5. 应用前馈网络进行文本多分类

3. 特征表示的学习
目前，大多数NLP任务中，不再依赖手工设计的特征，而是依赖深

度学习自动从数据中学习特征。例如，单词的表示可以通过词嵌入（如
word2vec 或 GloVe）来学习，这些嵌入能够捕捉单词之间的语义相似性。
对于情感分析，神经网络会学习到如何通过这些嵌入表示上下文信息，
并根据上下文推断出情感类别。
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5. 应用前馈网络进行文本多分类

4. 池化操作
在处理文本时，通常会将多个单词的词嵌入汇总为一个整体表示。

最简单的方式是通过池化（pooling）函数，例如平均池化。假设有一个
由多个词组成的文本，每个词的嵌入为 e(w1), e(w2), . . . , e(wn)，可以通
过对所有词的嵌入求平均来得到该文本的整体表示：

xmean =
1

n

n∑
i=1

e(wi)

这种方法能够有效地将文本中的信息压缩成一个固定维度的表示，便于
后续的分类任务。

其他池化方式：除了平均池化，还可以使用其他池化策略，如最大
池化（max pooling）。最大池化会选择每个维度的最大值，以捕捉文本
中最重要的特征。这些池化方式有助于提升模型的泛化能力和性能。

通过将前馈网络应用于情感分析等NLP分类任务，模型能够通过自
动学习特征表示，避免手工设计特征的繁琐过程，并且能够更好地捕捉
文本中的复杂模式。这种方法为NLP任务提供了强大的灵活性和效果。
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5. 应用前馈网络进行文本多分类

在二分类任务中，从概率论角度看，单节点+Sigmoid与双节
点+Softmax在功能上等价：

sigmoid(z) = 1

1 + e−z ⇐⇒ softmax([0, z]) =
[
e0/(1+ez), ez/(1+ez)

]
,

但双节点+Softmax更符合「统一多分类框架」的设计思路，也在实践中
带来更好的数值与工程便利性。
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6. 训练神经网络
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6. 训练神经网络

1. 问题设定与总体流程
输入：样本特征向量 x（可以是原始特征或嵌入表示）。
网络输出：ŷ，通常为各类别的预测概率。
目标：找到所有层的权重 W[i] 和偏置 b[i]（统称参数 θ），使得对训

练集中所有样本计算的总损失最小。

核心步骤：

¬ 定义损失函数，衡量 ŷ 与 y 的差距；
 计算损失相对于各参数的梯度；

® 利用梯度下降（或其变种）迭代更新参数。
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6. 训练神经网络

2. 损失函数（Loss Function）
多分类使用交叉熵损失（Cross‑Entropy Loss），与逻辑回归完全一

致，输出概率向量 ŷ ∈ RK，真标签为 one‑hot 向量 y）：

LCE(ŷ, y) = −
K∑

k=1

yk log ŷk = − log ŷc (c 为正确类别)

该损失兼具概率解释与数值稳定性，易于与 softmax 输出层搭配使用。
3. 梯度计算（Gradient Computation）
- 对于浅层（单层）网络，可直接将损失对权重 wj 求导，得到类似

逻辑回归的更新公式：∂LCE(ŷ,y)
∂wk,i

= −(yk − ŷk)xi

- 对于深层网络，需要链式法则（chain rule）将误差反向传播至各
层参数。

关键算法：误差反向传播（Backpropagation），实质为对“计算
图”中每个节点依次应用链式法则，先完成一次前向传播，计算各层中
间变量，再做一次后向传播，累计梯度。
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6. 训练神经网络

计算图 (Computation Graph)

1. 构建计算图：将网络计算拆解为节点（加、乘、激活等基本操
作）与有向边（数据流）。

2. 前向传播：按顺序计算各节点的值，直至输出并计算损失 L。
3. 后向传播：从损失节点向前，依次计算每条边上的梯度（上游梯

度 × 本地梯度），最终得到对每个参数的偏导数。
4. 参数更新：以梯度下降为例，

θ ← θ − η
∂L
∂θ

,

其中 η 为学习率。

下面以一个简单的两层神经网络做二分类为例，演示计算图与反向
传播计算∂L/∂z，简便起见，输出层包含一个使用sigmoid函数作为激活
函数的神经元。
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6. 训练神经网络

1. 构建计算图
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6. 训练神经网络

2.前向计算（forward pass）

z[1] = W[1] a[0] + b[1]

a[1] = ReLU
(
z[1]

)
z[2] = W[2] a[1] + b[2]

a[2] = σ
(
z[2]

)
ŷ = a[2]

- a[0] = x 是输入向量；
- W[1], b[1] 是第一层的权重和偏置，计算出预激活向量 z[1]；
- 然后用 ReLU 非线性得到隐藏层激活 a[1]；
- 第二层（输出层）同理：线性映射得到 z[2]，再用 sigmoid（σ）映

射成输出概率 ŷ；
- 最终 ŷ = a[2] 即模型对正类（或对应类别）的预测概率。
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6. 训练神经网络

3. 后向传播
¬ 交叉熵损失（cross‐entropy loss）：

LCE(ŷ, y) = −
[
y log ŷ + (1− y) log(1− ŷ)

]
= −

[
y log a[2] + (1− y) log

(
1− a[2]

)]
这是二分类（sigmoid 输出）的负对数似然，用作网络的训练目标。
 各激活函数的导数：

d
dz σ(z) = σ(z)

(
1− σ(z)

)
,

d
dz tanh(z) = 1− tanh2(z),

d
dz ReLU(z) =

{
0, z < 0,

1, z ≥ 0.

在反向传播时，需要这些局部梯度来应用链式法则。
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6. 训练神经网络

® 链式法则（chain rule）：将损失对输出a[2]的梯度，与输出对预激
活z的梯度相乘。

∂L
∂z =

∂L
∂a[2]

· ∂a[2]
∂z = a[2] − y

∂L
∂a[2]

= −
(

y · ∂ log a[2]
∂a[2]

+ (1− y) · ∂ log(1− a[2])
∂a[2]

)
再利用

∂ log a[2]
∂a[2]

= 1
a[2] ,

∂ log(1− a[2])
∂a[2]

= − 1
1−a[2] 可得

∂L
∂a[2]

= −
( y

a[2]
+ (1− y) ·

(
− 1

1−a[2]

))
= −

( y
a[2]
− 1− y

1− a[2]
)

利用sigmoid函数的导数，可得∂a[2]

∂z = a[2](1− a[2])
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6. 训练神经网络

训练细节

1. 非凸优化与参数初始化
- 非凸性：神经网络的损失函数通常是高度非凸的，多参数、多层

结构使得优化问题比传统的逻辑回归复杂得多。

- 随机初始化：与逻辑回归可将所有权重、偏置初始化为 0 不同，
神经网络须将所有权重初始化为小的随机值，以打破对称性，保证各隐
藏单元在训练初期能学习到不同特征。

2. 输入标准化（Input Normalization）
- 均值归零、方差归一：将输入特征（或嵌入）按维度减去训练集

均值、再除以标准差，有助于加快训练收敛、减少梯度消失/爆炸风险。
3. 正则化（Regularization）
- Dropout：最常用的正则化技术之一。在每次参数更新时，以概率

p 随机“屏蔽”某些隐藏单元（即将其输出置零），并对其余保留单元的
输出进行适当缩放；该操作等价于对不同子网络的随机组合，能有效降
低过拟合风险 (Hinton et al. 2012；Srivastava et al. 2014)。
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6. 训练神经网络

4. 超参数调优（Hyperparameter Tuning）
- 超参数定义：与网络参数（权重 W、偏置 b）不同，超参数包括

学习率 η、mini-batch 大小、网络架构（层数、每层单元数、激活函数类
型）、正则化策略（dropout 比例、权重衰减系数）等。

- 调优策略：超参数不通过梯度下降从训练集直接学习，而需在开
发集（dev set）上系统搜索（如网格搜索、随机搜索或贝叶斯优化），以
获得最佳泛化性能。

5. 优化算法变体
- 除传统的批量梯度下降（BGD）和随机梯度下降（SGD）外，现代

训练过程中常用 Adam、RMSprop、AdaGrad 等自适应学习率方法，以
加快收敛、减弱手工学习率调节的工作量。

6. 计算框架与硬件加速
- 计算图自动微分：现代深度学习框架（如 PyTorch、TensorFlow）

可对用户定义的计算图自动执行反向传播，免去手工推导和实现梯度的
繁琐。利用GPU并行计算矩阵运算，可大幅提升大规模神经网络的训练
效率，上述框架已提供对多GPU和分布式训练的支持。
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7. 前馈神经语言模型
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7. 前馈神经语言模型

Feedforward 神经语言模型概述

1. 任务定义
将前文若干词 wt−N+1, . . . ,wt−1 作为输入，预测下一个词 wt 的概

率分布。这种模型与 n‑gram 语言模型类似，都基于有限长度的上下文
来近似 P(wt | wt−1

1 )：

P(wt | w1:t−1) ≈ P(wt | wt−N+1:t−1)

与N-gram语言模型相比的优缺点
优点：

- 通过词向量捕捉相似上下文，实现对未登录n‑gram的泛化；
- 不直接依赖计数，能处理更长历史，突破n‑gram稀疏性；
- 预测精度高。
缺点：

- 结构更复杂、训练慢、计算耗能大；
- 不如 n‑gram 模型直观、可解释。
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7. 前馈神经语言模型

输入表示与嵌入层

1. 上下文词编码
对每个历史词 wt−k 构造长度为 |V| 的 one‑hot 向量 xt−k。

2. 词嵌入提取
令嵌入矩阵 E ∈ Rd×|V|，则

et−k = E xt−k

等价于从 E 中取出对应列向量。
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7. 前馈神经语言模型

前向推理

3. 拼接形成嵌入层
将 N 个历史词的嵌入向量按列拼接，得到维度为 Nd 的向量

e = [ et−N; . . . ; et−1 ]

前向推理的核心思想如下：

- 利用前 N− 1 个词的词嵌入拼接作为输入；

- 通过一层隐藏层和一层 softmax 输出，估计下一个词的概率分布；
- 在“特征学习+概率分类”框架下改进n‑gram模型的泛化能力。
前向推理计算过程的简明公式汇总如下 (以窗口长度 N = 3 为例)：

e =
[
Ext−3; Ext−2; Ext−1

]
,

h = σ
(
W e + b

)
,

z = U h ,

ŷ = softmax(z)
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7. 前馈神经语言模型

下面以N = 3为例解释神经语言模型前向推理过程的每一步计算：
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7. 前馈神经语言模型

对于给定上下文 e，模型依次执行以下步骤：
1. 隐藏层计算

h = σ
(
W e + b

)
其中 W ∈ Rdh×Nd、b ∈ Rdh，σ 可取 ReLU等非线性函数。

2. 输出层线性映射

z = U h , U ∈ R|V|×dh

3. Softmax 归一化

ŷ = softmax(z) =
[

ezi∑
j ezj

]|V|

i=1

输出第 i 个分量即为 P(wt = Vi |上下文)。
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8. 自监督训练神经语言模型
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8. 自监督训练神经语言模型

模型参数及预训练策略

自监督 (self‑supervision)训练的核心思想：以原始语料序列本身作
为监督信号，在每个时刻 t 让模型预测下一个词 wt，完全无需额外标
注。训练目标是最小化模型对真实下一个词的预测误差。

1. 待学习参数
θ = {E, W, U, b }

- E：词嵌入矩阵；
- W, b：从嵌入层到隐藏层的权重与偏置；
- U：隐藏层到输出层的权重。
2. 嵌入层预训练与冻结
- 可选地将 E 初始化为预训练词向量（如 word2vec）并冻结，仅训

练 W,U, b；
- 更常见做法是同时学习 E，令损失梯度沿计算图一直回传到词嵌

入，得到更适合预测任务的词表示。

zjzhang (HZNU) 文本挖掘 2025-02-01 50 / 57



8. 自监督训练神经语言模型

3. 损失函数：交叉熵（Cross‑Entropy）
- 对每个训练步，以下一个词为正确类别，采用分类任务常用的负

对数似然（negative log‑likelihood）损失：

LCE = − log p(wt | wt−N+1, . . . ,wt−1) = − log ŷi

其中 ŷi 为模型对正确词的预测概率。

4. 梯度下降与误差反向传播
¬ 优化算法：采用梯度下降最小化上述损失。

 误差反向传播：在完整的前馈计算图上应用链式求导，将损失梯
度依次传递至 U、W, b，乃至嵌入矩阵 E。

® 参数更新：以单步随机梯度下降为例，更新公式为：

θs+1 = θs − η
∂
[
− log p(wt | · · · )

]
∂θ

其中 η 为学习率。
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8. 自监督训练神经语言模型
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8. 自监督训练神经语言模型

典型训练流程总结

1. 随机初始化或加载预训练参数 θ。

2. 遍历语料，对于每个时刻 t：
- 构造上下文词的 one‑hot 向量并经嵌入矩阵 E 投影；
- 执行前向推理，计算隐藏层输出与 softmax 概率分布；
- 根据真实下一个词计算交叉熵损失；
- 调用后向传播，计算所有参数梯度；
- 应用梯度下降更新 θ。

3. 迭代至收敛，得到既能高效预测下一个词的语言模型，又可应用
于其他任务的词嵌入矩阵。
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9. fastText文本分类模型
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9. fastText文本分类模型

fastText是Meta AI研究团队提出的词向量学习和文本分类工具，其
分类模型架构简洁、高效，尤其适合处理大规模数据集和多类别输出。

 

3 
 

First, the classifier computes a document vector y. This vector y is a linear bag of words of the document. 
It is computed by averaging all document word vectors xi: 

𝑦 =
1

𝑁
∑ 𝑥𝑖

𝑁
𝑖=1     (1) 

Here, N is the number of words wi in the document. A document word wi is a word occurrence. Each word 
vector is taken in the averaging the same number of times as the word occurred in the document.  

The document vector y is supplied to the input of the hidden layer, where it is multiplied by the matrix B 
of the hidden linear layer to get a classification vector z: 

𝑧 = (

𝑧1

⋮
𝑧𝑚

) = [

𝑏1,1 ⋯ 𝑏1,𝑛

⋮ ⋱ ⋮
𝑏𝑚,1 ⋯ 𝑏𝑚,𝑛

] (

𝑦1

⋮
𝑦𝑛

) = 𝐵 ∙ 𝑦             (2) 

Here, y is an n-dimensional vector, z is an m-dimensional vector, B is an m by n matrix; m is the number 
of document classes (labels). 

Classification is performed by computing the class probabilities with the softmax function: 

𝑝𝑗 =
𝑒

𝑧𝑗

∑ 𝑒𝑧𝑘𝑚
𝑘=1

       (3) 

where pj is the predicted probability that the document belongs to the j-th class; zj and zk, are the 
components of the classification vector z.  
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1
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Word 
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Figure 1. LBoW classifier with hidden linear layer 图 1: fastText文本分类模型架构
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9. fastText文本分类模型

1. 文本表示计算：将文本中所有单词及其 n-grams 的嵌入向量进行
平均，得到文本的整体表示：

h =
1

N

N∑
i=1

vwordi+ngramsi

其中 N 是文本中的单词数量，vwordi+ngramsi 是第 i 个单词及其 n-grams
向量的和（或平均）。

2. 线性分类层：将上一步得到的文本表示向量 h 输入到一个线性层
（也称为输出层），计算每个类别的logit分数：

scores = BTh

3. 输出概率计算：将线性层输出的logit分数通过softmax激活函数转
换为概率分布，

P(classj|text) = escorej∑K
k=1 escorek

其中 K 是总类别数。
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THE END
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